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Abstrak— Sebagai bagian dari intelligent advertising, age 

estimation digunakan untuk menyesuaikan iklan dari hasil 

estimasi usia audience. Age estimation (AE) dapat dibangun 

menggunakan deep learning menggunakan ConvNet dengan 

kendala seperti data training wajah usia tua yang sedikit dan 

ketidak seimbangan dataset di dalamnya serta membutuhkan 

jumlah data yang besar. Salah satu solusi dari permasalahan 

ini adalah melakukan data augmentasi menggunakan model 

generatif ACGAN untuk melakukan generate gambar sesuai 

dengan kelas. Intelligent advertising pada poster digital hanya 

disimulasikan pada komputer. Simulasi intelligent advertising 

berfungsi dengan baik terlepas dari terbatasnya iklan dan 

tidak konsistennya hasil estimasi usia. Hasil dari penggunaan 

model generatif ACGAN untuk data augmentation berhasil 

meningkatkan performa hasil pada model AE terlepas dari 

rendahnya skor IS dan FID serta kualitas gambar yang 

dihasilkan. Hasil data augmentation lebih terlihat pada model 

B dengan peningkatan akurasi cumulative score sebesar 4,8% 

dan skor MAE sebesar 1,297.  

Kata kunci—Intelligent Advertising, Age Estimation, 

ACGAN, Convolutional Neural Network. 

I. PENDAHULUAN 

Poster digital adalah salah satu media periklanan luar 
rumah modern yang menggunakan layar digital untuk 
menampilkan berbagai konten [1] seperti informasi, iklan, 
dan lain sebagainya secara dinamis dan atraktif [2]. Poster 
digital dapat ditemukan di tempat umum seperti pasar 
swalayan, stasiun, bandara, dan lain sebagainya [1]. Seiring 
berkembangnya teknologi, poster digital dapat ditingkatkan 
dengan menambahkan AI untuk menyesuaikan iklan yang 
pantas berdasarkan data demografik dari audience seperti 
usia dan jenis kelamin [2] untuk meningkatkan perhatian dari 
audience [3]. Pengalaman periklanan luar ruangan tersebut 
dikenal dengan intelligent advertising atau smart advertising 
[4].   

Sebagai bagian dari intelligent advertising, age 
estimation digunakan untuk menyesuaikan iklan dari hasil 
estimasi usia audience. Age estimation (AE) dapat dibangun 
menggunakan deep learning sehingga tidak ada campur 
tangan manusia dalam ekstraksi dan pemilihan fitur [5]. AE 

juga digunakan untuk electronic customer relationship 
management (ECRM) dan akses control [5]. Salah satu 
kendala dalam AE ialah data training wajah usia tua yang 
sedikit dan ketidak seimbangan dataset di dalamnya. Selain 
itu, AE yang dibangun menggunakan deep learning memiliki 
kelemahan pada besarnya jumlah data yang dibutuhkan. 
Salah satu solusi dari permasalahan ini melakukan data 
augmentasi menggunakan model generatif ACGAN untuk 
melakukan generate gambar sesuai dengan kelas yang 
diinginkan. Data augmentasi menggunakan model generatif 
sendiri pernah dilakukan oleh [6] menggunakan cycle GAN, 
[7] dengan DAGAN-nya, dan [8] menggunakan ACGAN. 
Kelebihan ACGAN yang bisa melakukan generate gambar 
sesuai label yang diinginkan untuk data augmentation 
menjadikan motivasi penulis untuk mengajukan solusi untuk 
permasalahan AE yang dikenal selalu memiliki kekurangan 
pada data lanjut usia. Hasil dari model AE yang dibangun 
menggunakan CNN kemudian dilakukan perbandingan 
akurasi kemudian saat data testing dilakukan pengukuran 
cumulative score dan MAE antara model tanpa data 
augmentation dan model dengan data augmentation.  

II. PENELITIAN TERKAIT 

Intelligent Advertising telah diterapkan di berbagai media 
periklanan luar ruangan seperti billboard atau disimulasikan 
pada komputer seperti yang dilakukan oleh [9], [10], [11]. 
Penelitian oleh [9] disimulasikan pada computer 
menggunakan skin color detection selain face recognition 
dengan interaksi berupa perubahan konten saat audience 
semakin mendekat ke layar. Penelitian oleh [10] 
menggunakan face detection dan object detection untuk 
mendeksi aksesoris yang diuji menggunakan foto untuk 
menyesuaikan iklan berdasarkan aksesoris yang digunakan. 
Sedangkan penelitian oleh [11] sudah diimplementasikan 
pada billboard menggunakan berbagai deteksi seperti face 
recognition, age estimation, dan object detection.  

Penggunaan model ACGAN sebagai data augmentation 
yang dilakukan oleh [8] berhasil meningkatkan akurtasi 
klasifikasi terhadap dataset dengan data tidak seimbang 
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dengan lma kelas sebesar 5% dan 49,33% apabila 
menggunakan 3 kelas dengan sampel yang dikurangi.  

Age estimation yang diteliti oleh [12], [13], dan [14] 
menghasilkan nilai MAE dengan nilai satu digit dengan 
akurasi diatas 50%. Penelitian [12], [13], dan [14] 
menggunakan dataset populer AE yang tercatat oleh [5]. 
Penelitian ini menggunakan dataset milik [15] yang bukan 
didesain untuk AE sehingga diperlukan pengolahan untuk 
menyesuaikan dengan kebutuhan eksperimen.  

III. PEMBANGUNAN SISTEM 

Dalam membangun intelligent advertising pada poster 
digital, perlu diperhatikan bahwa sistem hanya disimulasikan 
di komputer dengan alur pembangunan sebagai berikut.  

A. Pengelolaan Dataset 

Dataset milik [15] terdiri dari 13322 gambar wajah 
seperti Gambar 1. Dataset kemudian dilakukan reduksi 
resolusi gambar dan disimpan tanpa perubahan nama dalam 
format .png. Dataset yang sudah dilabeli terdiri dari 79 kelas 
dengan usia dari 2-80 tahun. Dastaset kemudian dilakukan 
downsampling untuk menyeimbangkan jumlah data yang 
sudah dilabeli antara usia muda dan usia tua. Dengan 
demikian, jumlah data menjadi 9258 dengan data setiap kelas 
tidak lebih dari 200 data. Dataset setelah downsampling 
diduplikasi untuk dibagi dengan proporsi 80% untuk data 
training yang dikenal dengan dataaet A untuk training model 
AE dengan jumlah 7416 data dan 20% untuk data testing 
model AE dengan jumlah 1842 data.  

 

Gambar 1 Sampel Wajah dari All-Age-Faces Dataset [15] 

 

B. Pembangunan Model Generatif  

Model generatif dibangun menggunakan arsitektur 
ACGAN vanilla untuk ImageNet oleh [16] yang dikenal 
dengan hyperparameter A.. Proses training menggunakan 
dataset setelah downsampling untuk dengan jumlah epoch 
500, 2500, dan  3500 menggunakan latent space berukuran 
100, 150, dan 200. Sedangkan hyperparameter B dibuat 
berdasarkan arsitektur vanilla dengan perubahan salah satu 
nilai peta fitur layer transposed convolution pada layer 
ketiga menjadi berukuran 96. Sebelum memasuki proses 
training discriminator, resolusi dataset akan direduksi 
menjadi 128 x 128. Resoulusi gambar yang dihasilkan 
generator sama dengan resolusi gambar pada discriminator 
yaitu 128 x 128. Model generatif dengan hyperparameter A 
dan hyperparameter B akan dievaluasi secara kuantitatif 
menggunakan IS score dan FID sedangkan secara kualitatif 
menggunakan kemampuan mata secara manual oleh penulis.  

C. Proses Data Augmentation 

Proses data augmentasi dilakukan dengan melakukan 
generate gambar dari model terbaik yang sudah dinilai 

secara kuantitatif dan kualitatif. Jumlah data yang akan di-
generate sebesar 1000 data untuk setiap kelas. Setelah data 
sudah ditanbahkan, dilakukan pembersihan gambar data 
augmentasi yanng berkualitas buruk sesuai dengan jumlah 
data awal. Dengan demikian dataset B terdiri dari 1000 data 
untuk setiap kelas dengan total 79000 data.   

D. Pembangunan Model Age Estimation 

Arsitektur ConvNet pada pembangunan model age 
estimation menggunakan hyperparameter dari discriminator 
ACGAN dengan penyesuaian sebagai berikut.  

1. Layer konvolusi terdiri dari lima layer dengan 
ukuran peta fitur 32, 64, 128, 256 untuk arsitektur 
A, Sedangkan arsitektur B menggunakan ukuran 
peta fitur yang sama seperti arsitektur A dengan 
penambahan kedalaman layer dengan ukuran peta 
fitur 512.  

2. Seluruh layer menggunakan aktivasi LeakyReLu 
dengan slope 0,2 dan nilai dropout sebesar 0,25 
kecuali untuk arsitektur B pada layer terakhir 
menggunakan nilai dropout sebesar 0,5. 

3. Penambahan max pooling pada akhir layer pertama 
saja untuk arsitektur A sedangkan arsitektur B 
menggunakan max pooling pada akhir layer pertama 
dan kedua.  

4. Kedua arsitektur menggunakan optimizer ADAM 
dengan parameter α = 0.0002, β1 = 0.5, dan β2 = 
0.999.  

5. Input gambar saat training sebelumnya dilakukan 
reduksi resolusi menjadi 128 x 128.  

6. Kedua arsitektur menggunakan layer linear dengan 
aktivasi softmax dengan 81 peta fiitur.  

Proses training dilakukan dalam 5000 epoch dengan 
jumlah satu batch sebesar 1000. Setelah model terbentuk 
dilakukan evaluasi menggunakan data testing untuk 
dilakukan perhitungan skor MAE dan cumulative score 
untuk model arsitektur A menggunakan dataset A dan 
dataset B serta model arsitektur A menggunakan dataset A 
dan dataset B. Dengan demikian ada empat model yang 
akan dilakukan pengujian dengan data testing.  

E. Pembangunan Intelligent Advertising 

Alur kerja aplikasi dapat dilihat pada Gambar 2. Aplikasi 
menerima input berupa rekaman wajah kemudian dilakukan 
face detection untuk mengambil gambar wajah yang 
terdeteksi. Seluruh gambar wajah terdeteksi akan di-crop 
kemudian dimasukkan ke dalam model age estimation untuk 
mendapatkan estimasi usia pada wajah. Data usia akan 
digunakan untuk menyesuaikan iklan yang akan muncul 
atau diganti. Output dari aplikasi ini terdiri dari hasil 
estimasi usia beserta lokasi wajah pada face detection, dan 
iklan yang sudah disesuaikan.  
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Gambar 2 Alur Kerja Intelligent Advertising 

IV. HASIL DAN PEMBAHASAN 

A. Model Generatif 

Hasil skor IS dan FID dapat dilihat pada Tabel 1. 
Ditinjau dari hasil Tabel 1, Skor IS dan FID yang dihasilkan 
mencapai 1 dan 400 yang menunjukkan rendahnya kualitas 
sampel gambar yang dihasilkan dari model generatif. 
Rendahnya kualitas gambar tidak lepas dari terlalu 
banyaknya jumlah kelas yang digunakan saat training sesuai 
hasil [16]. Skor terbaik diraih oleh hyerparameter A dengan 
latent space 100 epoch ke-3500 dengan IS dan FID sebesar 
1,0029434 dan 471,171. Apabila ditinjau dari kualitas 
gambar yang dihasilkan, model hyperparameter B dengan 
latent space 150 epoch ke-490 menghasilkan kualitas 
gambar yang lebih baik dari model yang sama pada epoch 
ke-500 terlepas dari selisih skor yang dihasilkan seperti 
Gambar 5. Sampel gambar dari model hyperparameter A 
latent space 100 pada Gambar 3 menunjukkan meskipun 
hasil skor IS dan FID tinggi tidak menjamin hasil sampel 
akan sama sehingga diperlukan pengamatan manual.  

 

Gambar 3 Sampel Gambar hyperparameter A latent space 100 epoch ke-
500 

 
Gambar 4 menampilkan sampel gambar yang di-generate 

sesuai kelas dari model hyperparameter B latent space 150 
epoch ke-490 sebagai data augmentation untuk 
pembangunan dataset B. Sampel gambar dari data 
augmentation pada kelas usia 2 tahun terlihat seperti 
gabungan beberapa wajah tanpa memerhatikan kemiripan 
pada kelas usia 2 tahun pada dataset.  Usia 80 tahun tampak 
mirip seperti penggabungan tidak sempurna dari beberapa 
wajah dari beberapa kelas usia muda. Dengan 
mempertimbangkan terbentuknya fitur wajah, dipilihlah 
model hyperparameter B latent space 150 epoch ke-490 
sebagai model yang digunakan untuk proses data 
augmentation.  

 

Gambar 4 Sampel Gambar Hasil Data Augmentation 

 
Tabel 1 Hasil Skor IS dan FID Model Generatif ACGAN 

Model Generatif Epoch Skor IS ± Deviasi FID 

Hyperparameter A, 

Latent space 150 
500/500 

1.0018967 ± 

3.096501e-05 
472.060 

Hyperparameter A, 
Latent space 100.  

3500/3500 
1.0029434 ± 

5.4418277e-05 
471.171 

Hyperparameter B, 

Latent space 150 
490/500 

1.0017908 ± 

3.379433e-05 
471.728 

Hyperparameter B, 

Latent space 150 
500/500 

1.0009428 ± 

2.0285835e-05 
471.632 

Hyperparameter B, 

Latent space 200.  
2500/2500 

1.0011818 ± 

1.8007193e-05 
474.351 

B. Model Age Estimation 

Grafik dari hasil dari training seluruh model AE dapat 

dilihat pada Gambar 6 yang menghasilkan akurasi diatas 

90%. Penulisan model disingkat menjadi dua huruf dengan 

singkatan dari arsitektur dan dataset yang digunakan seperti 

model AA yang berarti model arsitektur A dataset A. Model 

BA menghasilkan akurasi sebesar 92,7% dan meningkat 

menggunakan dataset B atau model BB menjadi 99,17%. 

Akurasi pada model B meningkat sebesar 6,47%. 

Sedangkan model AA menghasilkan akurasi sebesar 98,26% 

dan meningkat menggunakan dataset B atau model AB 

menjadi 99,83%. Akurasi pada model A meningkat sebesar 

1,57%. Dilihat dari hasil training model A memiliki hasil 

lebih baik daripada model B.  

Hasil dari uji data testing setiap model dapat dilihat pada 

Tabel 2 dengan skor MAE beserta CS pada batas 10 tahun 

dan Tabel 3 yang menampilkan skor CS pada batas error 5, 

10, 15, 20, dan 25 tahun. Tabel 2 membuktikan bahwa 

model B menghasilkan performa lebih baik daripada model 

A. Hal ini dipertegas lagi dari hasil CS pada model BB yang 

unggul pada batas error usia 5, 10, dan 25 tahun. Ditinjau 
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dari hasil batas error usia 5 dan 10 tahun ada kemungkinan 

40-50% model mengalami kesalahan estimasi dengan batas 

error yang besar 

.  
Tabel 2 Hasil Skor MAE dan CS Data Testing 

Model Age Estimation MAE CS ± SE 

Model AA 14,195 51,1% ± 5,362 

Model AB 12,964 53,6% ± 5,256 

Model BA 14,144 51,5% ± 5,381 

Model BB 12,847 56,3% ± 5,231 

 

 

Tabel 3 Hasil Cumulative Score Data Testing Model AE  
Dari Beberapa Batas Error 

Akurasi 

Usia Asli ± 
SE 

Model 

AA 

Model 

AB 

Model 

BA 

Model 

BB 

CS(j) ≤ 5  32% ± 

2,711 

33,3%± 

2,546 

31,4% ± 

2,625 
35,9% ± 

2,659 

CS(j) ≤ 10  51,1%± 
5,362 

53,6%± 
5,256 

51,5% ± 
5,381 

56,3% ± 

5,231 

CS(j) ≤ 15 65,5%± 

7,652 
69,7%± 

7,709 

66,1% ± 

7,718 

68,9% ± 

7,240 

CS(j) ≤ 20 75% ± 
9,587 

80% ± 

9,656 

75,7% ± 
9,610 

79,8% ± 
9,421 

CS(j) ≤ 25  82,5%± 

11,418 

86,3%± 

11,154 

83,1%± 

11,457 
86,5% ± 

11,068 

 

Gambar 5 Perbandingan sampel gambar model generatif hyperparameter B latent space 150 pada (a) epoch ke-490 dan (b) epoch ke-500 

 

 
Gambar 6 Hasil Training Model A dan Model B Age Estimation Menggunakan Dataset A dan Dataset B 

C. Intelligent Advertising 

Simulasi pada PC menggunakan empat jenis iklan untuk 

empat kategori usia yaitu anak-anak berusia 2-12 tahun, 

remaja berusia 13-24 tahun, dewasa berusia 25-59 tahun, 

dan lanjut usia (lansia) berusia 60-80 tahun. Karena 

sempitnya kategori usia maka iklan yang dapat ditampilkan 

sangat terbatas. Tampilan saat aplikasi bekerja dapat dilihat 

pada Gambar 7 yang menampilkan dua windows. Window 

pertama untuk menampilkan apa yang terlihat di kamera 

seperti hasil estimasi usia dan lokasi wajah dari face 

detection. Window kedua untuk menampilkan iklan. 

Tampilan awal aplikasi sebelum bekerja menampilkan 

window tombol start yang akan berubah menjadi tampilan 

perekaman langsung dan window iklan dari usia acak sesuai 

kelas dataset yang ditentukan sebelum tampilan iklan 

muncul.  

Aplikasi dilakukan pengujian terhadap audience 

langsung menggunakan model age estimation BB. 

Pemilihan model AE dilakukan sesuai hasil MAE dan 
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cumulative score terbaik. Estimasi menurut model BB 

mengalami error estimasi yang besar dan apabila berdiam 

cukup lama hasil estimasi langsung berubah bersama 

dengan iklan. Contohnya audience A berusia asli 76 tahun 

namun terestimasi sebagai usia 9 tahun dan setelah berdiam 

cukup lama hasil estimasi berubah menjadi 64 tahun. 

Penyesuaian iklan dapat ditampilkan dengan baik meskipun 

perubahan terhadap tingkat kecerahan atau ekspresi wajah 

dapat mengubah hasil estimasi dan iklan yang ditampilkan 

pada waktu yang sama.  

 
Gambar 7 Aplikasi menampilkan hasil deteksi wajah dan estimasi usia serta 

mengubah windows iklan 

 
V. KESIMPULAN 

Berdasarkan pengujian fungsionalitas yang telah 
dilakukan oleh penulis, menunjukkan hasil bahwa aplikasi 
berfungsi dengan baik terlepas dari keterbatasan seperti 
variasi iklan dan tidak konsistennya estimasi usia akibat 
berbagai faktor. Hal ini dapat diketahui dari berhasilnya 
seluruh komponen aplikasi dan dapat disimpulkan bahwa 
penulis berhasil mengsimulasikan intelligent advertising di 
Komputer. 

Data augmentation menggunakan metode GAN berhasil 
meningkatkan performa hasil pada kedua arsitektur model 
AE terlepas dari rendahnya skor IS dan FID serta kualitas 
gambar yang jauh dari dataset asli. Hasil data augmentation 
lebih terlihat pada model B yang berhasil meningkatkan 
akurasi usia asli sebesar 4,8% dan skor MAE sebesar 1,297. 
Hasil MAE dari penggunaan dataset ini masih jauh dari apa 
yang sudah dibahas pada penelitian terkait. Selain itu, hasil 
pengukuran cumulative score batas error ≤ 25 yang mencapai 
85% menunjukkan bahwa model AE memungkinkan adanya 
kesalahan estimasi yang sangat jauh dari usia asli.  

Melihat dari hasil penelitian dan pengembangan yang 
telah dilakukan penulis, ada beberapa saran yang ingin 
disampaikan sehingga penelitian ini dapat dikembangkan 
kembali oleh peneliti selanjutnya seperti performa dari AE 
ini masih bisa ditingkatkan dengan memperkecil jumlah 
kelas dan menambah jumlah data terutama data usia lansia 
saat tahap data training. Perbedaan metode data 
augmentation juga memungkinkan adanya perbedaan 
performa dari model AE. Menambahkan fitur lain seperti 
gender detection dan object detection untuk mengambil lebih 
banyak data kemudian menambah variasi iklan yang dapat 
ditampilkan.  
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